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Introduccidén: La analitica del aprendizaje universitario ha evolucionado desde la descripcién de registros digitales
hacia modelos predictivos y sistemas generativos capaces de interpretar y comunicar informacidon educativa. Su
expansion plantea oportunidades pedagdgicas y riesgos éticos. Metodologia: Se desarrollé una revisién narrativa de
literatura cientifica sobre aprendizaje automatico, inteligencia artificial generativa y analitica del aprendizaje en
educacion superior. La sintesis documental se organizé en fundamentos conceptuales, aplicaciones, tendencias,
desafios y condiciones de adopcidn institucional, sin efectuar metaandlisis ni atribuir resultados experimentales
propios. Resultados: La literatura describe aplicaciones del aprendizaje automdatico para predecir desempefio,
identificar riesgo de abandono, caracterizar participacidon y apoyar decisiones tutoriales. La inteligencia artificial
generativa amplia las posibilidades de resumir interacciones, interpretar discursos y producir retroalimentacién
contextualizada; sin embargo, sus resultados requieren validacion y supervision humana. Se identifican limitaciones
relacionadas con calidad y representatividad de datos, sesgos algoritmicos, explicabilidad, privacidad, autonomia
estudiantil e integracidn curricular. Los tableros y las alertas adquieren utilidad cuando se articulan con intervenciones
pedagdgicas oportunas y evaluables. Conclusiones: La combinacidn de aprendizaje automatico e inteligencia artificial
generativa puede fortalecer una analitica orientada al aprendizaje, siempre que se prioricen la pertinencia pedagdgica,
la transparencia, la proteccion de datos y la evaluacién de impactos reales. Se necesitan investigaciones longitudinales
y contextualizadas para establecer sus beneficios educativos y sus efectos distributivos.

Palabras clave: analitica del aprendizaje; aprendizaje automatico; inteligencia artificial generativa; educacién superior;
ética algoritmica.

Introduction: University learning analytics has evolved from describing digital records to predictive models and
generative systems capable of interpreting and communicating educational information. Its expansion creates
pedagogical opportunities and ethical risks. Methodology: A narrative review of scientific literature on machine
learning, generative artificial intelligence and learning analytics in higher education was developed. Documentary
synthesis was organised around conceptual foundations, applications, trends, challenges and conditions for
institutional adoption, without conducting a meta-analysis or claiming original experimental findings. Results: The
literature describes machine-learning applications for predicting performance, identifying dropout risk, characterising
engagement and supporting tutoring decisions. Generative artificial intelligence extends the possibilities of
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summarising interactions, interpreting discourse and producing contextualised feedback; nevertheless, its outputs
require validation and human oversight. Limitations include data quality and representativeness, algorithmic bias,
explainability, privacy, student autonomy and curricular integration. Dashboards and alerts become useful when
connected to timely, assessable pedagogical interventions. Conclusions: Combining machine learning and generative
artificial intelligence may strengthen learning-oriented analytics provided pedagogical relevance, transparency, data
protection and evaluation of actual impacts are prioritised. Longitudinal and context-sensitive studies are needed to
establish educational benefits and distributional effects.

Keywords: learning analytics; machine learning; generative artificial intelligence; higher education; algorithmic ethics.

La analitica del aprendizaje ha adquirido presencia en la educacion superior por la creciente disponibilidad de registros
procedentes de plataformas virtuales, evaluaciones y actividades académicas. Zawacki-Richter et al. (2019)
distinguieron tempranamente aplicaciones de prediccidn, evaluacién y personalizacién, mientras que Stojanov y Daniel
(2024) describen la consolidacion del analisis de grandes datos en la gestidn universitaria. Sin embargo, transformar
informacién digital en conocimiento pedagdgico requiere reconocer qué comportamientos representan aprendizaje y
cudles son simples huellas de uso.

El aprendizaje automatico permite identificar regularidades estadisticas en datos educativos y producir estimaciones
sobre desempefio, permanencia o participacion. Guzman-Valenzuela et al. (2021) advierten que el crecimiento de las
métricas no siempre implica una comprensién equivalente de los procesos de aprendizaje. En la misma linea, Khalil et
al. (2023) muestran la importancia de vincular los indicadores con teorias educativas para evitar interpretaciones
exclusivamente instrumentales.

La irrupcion de modelos generativos ha ampliado las capacidades de la analitica hacia el tratamiento del lenguaje
natural, la sintesis de evidencias y la comunicacién interactiva. Khosravi et al. (2023) sefialan la necesidad de estudiar
la relaciéon entre sistemas generativos y analitica educativa, y Misiejuk et al. (2025) documentan aplicaciones
emergentes de clasificacidn, codificacion de discursos y apoyo a herramientas analiticas. Esta convergencia introduce
nuevas posibilidades, pero también incertidumbres sobre la validez de los productos generados.

En el ambito universitario, los sistemas predictivos pueden apoyar la tutoria temprana y el redisefio de asignaturas,
siempre que las decisiones resultantes sean comprensibles y contextualizadas. Drugova et al. (2024) identifican un
campo de investigacion sobre la mejora del disefio educativo mediante analitica, mientras que Marquez et al. (2024)
describen barreras institucionales que dificultan pasar de experiencias piloto a una adopcién sostenida.

La expansidn de estas tecnologias también ha intensificado el debate sobre privacidad, sesgos y agencia de los
estudiantes. Cerratto Pargman y McGrath (2021) muestran que la ética constituye un componente sustantivo de la
analitica del aprendizaje y no un requisito administrativo posterior. Alfredo et al. (2024) destacan la pertinencia de
enfoques centrados en las personas, con participacidon de docentes y estudiantes en el disefio de sistemas y criterios
de evaluacién.

Por ello, el objetivo de esta revisidon narrativa es analizar las aplicaciones, tendencias y desafios del aprendizaje
automatico y de la inteligencia artificial generativa en la analitica del aprendizaje universitario, con especial atencién
a la interpretacion pedagdgica, la gobernanza de datos y la calidad de las decisiones educativas. La revisidon contrasta
aportes conceptuales y sintesis recientes para construir una vision critica sin atribuir causalidad a evidencias que no la
demuestran.

Enfoque y método

Se adoptd una revision narrativa de orientacidn cualitativa y documental. Este enfoque permite integrar
investigaciones empiricas, revisiones sistematicas y contribuciones conceptuales para interpretar un campo
tecnoldgico en répida evolucion. No se planted una revisidn sistematica exhaustiva ni se realizé un metaanalisis; por
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ello, no se presentan cifras de identificacion, cribado o exclusion que no provengan de un registro documental
comprobable.

Fuentes y organizacién tematica

La seleccidén bibliografica para esta sintesis se apoyd en publicaciones académicas con DOl y pertinencia explicita para
la educacidn superior, la analitica del aprendizaje, el aprendizaje automatico, los modelos generativos y su dimension
ética. Se privilegiaron estudios publicados entre 2020 y 2026, junto con un antecedente de 2019 por su valor histdrico.
Los términos de la tabla 1 expresan la organizacidén conceptual de la revisidon y no deben interpretarse como un historial
auditado de consultas en bases de datos.

Tabla 1. Ejes y descriptores de la revision

Eje Descriptores en espaiiol / inglés Propdsito
learning analytics; analitica del
aprendizaje

machine learning; predictive

Analitica Indicadores y decisiones

Aprendizaje automatico Prediccién y clasificacion

analytics
. enerative Al; large language , . . .,
IA generativa & & guag Sintesis y retroalimentacion
models
Gobernanza fairness; explainability; privacy Riesgos y responsabilidad

Nota. Matriz de organizacion tematica elaborada para esta revision narrativa.

Fases de andlisis y sintesis

El procedimiento de redaccidén se estructurd en cuatro fases: identificacion de aportes pertinentes, evaluacion
tematica de su relevancia, contraste interpretativo de resultados y sintesis por categorias. Se distinguieron hallazgos
reportados por estudios secundarios de propuestas de implementacidn institucional. Las afirmaciones de efectividad
se formularon con cautela, debido a la heterogeneidad de contextos, métricas, disefios y poblaciones.

La sintesis se organiza en seis categorias complementarias: fundamentos de la analitica, modelos predictivos,
integracion de inteligencia artificial generativa, retroalimentacion y tableros, gobernanza ética y tendencias de
investigacion. Cada categoria describe usos documentados y condiciones que limitan su interpretacion.

Fundamentos conceptuales y evolucion de la analitica del aprendizaje

La analitica del aprendizaje integra captura, procesamiento, interpretacion y comunicacién de datos para comprender
y apoyar procesos formativos. Guzman-Valenzuela et al. (2021) diferencian una orientacion predominantemente
administrativa de otra centrada en comprender el aprendizaje. Desde esta perspectiva, los indicadores de acceso,
entregas y actividad deben interpretarse en relacién con objetivos curriculares, secuencias didacticas y oportunidades
reales de participacion.

El aprendizaje automatico aporta métodos supervisados y no supervisados para reconocer patrones, mientras que los
modelos generativos procesan y producen contenidos linglisticos y multimodales. Rodriguez-Ortiz et al. (2025)
describen una literatura donde predominan aplicaciones predictivas tradicionales y crecen las tareas generativas de
apoyo y adaptacién. Esta complementariedad no implica que un modelo generativo sustituya automaticamente la
validacién estadistica o el juicio docente.

Tabla 2. Comparacion de enfoques tecnoldgicos

Dimension Aprendizaje automatico IA generativa
Prediccidn, clasificacion y Sintesis, didlogo y produccion de
agrupamiento retroalimentacion

Funcién habitual
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Dimension Aprendizaje automatico IA generativa

Registros estructurados y variables Texto, registros y contenidos
Datos . .

derivadas multimodales

. . L Respuesta contextual y texto
Salida Probabilidad, categoria o indicador ..
explicativo
. - - Errores plausibles y contenido no
Riesgo principal Sesgo de datos y falsa precision
gop P & ¥ P fundamentado

Nota. Sintesis conceptual basada en Rodriguez-Ortiz et al. (2025) y Misiejuk et al. (2025).

Aplicaciones predictivas del aprendizaje automatico

Los modelos predictivos se emplean para detectar riesgo académico, anticipar dificultades y priorizar apoyos
tutoriales. Stojanov y Daniel (2024) sitian estas aplicaciones dentro de un ecosistema mas amplio de datos
universitarios, mientras que Marquez et al. (2024) recuerdan que la adopcidn depende de capacidades organizativas
y de la implicacién de los actores educativos. Una prediccidn util debe conducir a intervenciones comprensibles,
oportunas y sujetas a evaluacion.

La calidad de un sistema no se agota en la exactitud de sus predicciones. Schwalbe y Finzel (2024) muestran la
diversidad de aproximaciones a la explicabilidad algoritmica, relevante cuando las alertas afectan decisiones
académicas. Asimismo, Khalil et al. (2023) enfatizan la necesidad de justificar la seleccion de variables desde teorias
del aprendizaje, pues la frecuencia de conexidn o la cantidad de clics no equivalen por si mismas a comprension
conceptual.

Tabla 3. Aplicaciones de aprendizaje automatico

Aplicacién Indicadores posibles Decisidn pedagdgica Precaucién
Continuidad de
actividades y entregas
Desempefio Evaluaciones y progresiéon  Refuerzo focalizado Comprobar validez
No confundir actividad
con aprendizaje
Agrupamiento Patrones de trayectoria Apoyo diferenciado Revisar sesgos de grupos
Nota. Aplicaciones orientativas derivadas de la literatura; no son resultados de una muestra propia.

Riesgo de abandono Tutoria temprana Evitar estigmatizacion

Participacion Interacciones y tareas Redisefio de actividades

Inteligencia artificial generativa y analitica conversacional

Los sistemas generativos permiten resumir discusiones, etiquetar intervenciones, apoyar analisis de respuestas
abiertas y transformar indicadores complejos en explicaciones accesibles. Misiejuk et al. (2025) observan que una parte
importante de la investigacion combina modelos lingliisticos con tareas de clasificacién o codificacién, mas que con
intervenciones automaticas plenamente consolidadas. Khosravi et al. (2023) proponen considerar cuidadosamente la
validacidn de los resultados generativos antes de incorporarlos a decisiones institucionales.

La integracion de modelos de lenguaje puede enriquecer la retroalimentacidon formativa, aunque sus respuestas
pueden contener errores, inferencias injustificadas o simplificaciones. Wang et al. (2025) analizan oportunidades y
desafios de los grandes modelos lingiisticos en educacién; por su parte, Belkina et al. (2025) destacan la variedad de
experiencias de implementacion universitaria y la necesidad de situarlas dentro de disefios pedagdgicos concretos. La
intervenciéon humana sigue siendo indispensable para verificar el contenido y adecuarlo a la disciplina.

Tabla 4. Usos de IA generativa en analitica

Uso Valor potencial Verificacion necesaria
. . . Contrastar con intervenciones
Sintesis de foros Identificar temas recurrentes .
originales
Codificacion de discurso Apoyar analisis cualitativo Revisar criterios y concordancia
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Uso Valor potencial Verificacion necesaria

. . Explicar indicadores y préximos . . .
Retroalimentacién pazos yp Comprobar pertinencia y exactitud
Consulta conversacional Facilitar interpretacion de tableros Controlar fuentes y permisos

Nota. Sintesis a partir de Misiejuk et al. (2025), Wang et al. (2025) y Belkina et al. (2025).

Tableros, retroalimentacion y autorregulacion

Los tableros de analitica ofrecen representaciones de progreso, participacién y desempefio para docentes y
estudiantes. Paulsen y Lindsay (2024) identifican una evolucién hacia disefios que buscan apoyar el aprendizaje y no
solo visualizar estadisticas. Drugova et al. (2024) sefialan que la conexién entre analitica y redisefio didactico constituye
una cuestidn central: mostrar un indicador no garantiza que se comprenda ni que produzca una accion educativa util.
La retroalimentacién automatizada puede apoyar procesos de autorregulacidn si permite interpretar evidencias,
establecer metas y decidir acciones. Lee y Gargroetzi (2023) revisan indicadores de autorregulacion obtenidos a partir
de huellas digitales, mientras que Weydner-Volkmann y Bar (2024) examinan las tensiones entre acompafiamiento
analitico y autonomia estudiantil. En consecuencia, se recomienda disefiar tableros comprensibles, permitir la
contextualizacion docente y evitar que las métricas se conviertan en mecanismos de presion desproporcionada.

Etica, equidad y gobernanza institucional

La adopcidn responsable requiere bases legitimas para tratar datos, politicas de minimizacién, controles de acceso y
procedimientos para identificar efectos discriminatorios. Cerratto Pargman y McGrath (2021) documentan
preocupaciones éticas persistentes en la analitica del aprendizaje. Rets et al. (2023) ofrecen recomendaciones
practicas para usos predictivos responsables y muestran la importancia de traducir principios generales en
procedimientos institucionales verificables.

La participacion de estudiantes y docentes resulta necesaria para definir qué informacion se recopila y con qué
finalidad. Alfredo et al. (2024) destacan enfoques centrados en las personas; Jin et al. (2024) examinan equidad,
responsabilidad y transparencia en analitica multimodal. Cerratto Pargman et al. (2023) amplian la discusién hacia las
relaciones de poder que condicionan la produccidon y el uso de datos, de modo que la gobernanza no puede limitarse
a una declaracion formal de privacidad.

Tabla 5. Riesgos y medidas de gobernanza

Riesgo Manifestacion Medida propuesta

Privacidad Recopilacion excesiva Minimizacidn y permisos

Sesgo Alertas desiguales entre grupos Auditorias de equidad

Opacidad Predicciones incomprensibles Explicaciones y revisién humana
Autonomia Presién por indicadores Participacion y derecho a cuestionar
Error generativo Explicaciones inexactas Validacion y trazabilidad

Nota. Sintesis normativa fundamentada en Rets et al. (2023), Alfredo et al. (2024) y Jin et al. (2024).

Tendencias y desafios emergentes

Las tendencias recientes apuntan hacia la convergencia entre prediccidn, analitica multimodal y sistemas generativos
de interacciéon. Rodriguez-Ortiz et al. (2025) observan una expansion de soluciones hibridas que combinan deteccion
de riesgo y retroalimentacion; Qian (2025) examina aplicaciones pedagogicas generativas en educacidn superior. No
obstante, las innovaciones requieren comparaciones longitudinales y mediciones que distingan satisfaccion,
participacién y aprendizaje demostrado.

La sostenibilidad institucional también depende de capacitacién docente, interoperabilidad, infraestructura y criterios
de evaluacidn. Wang et al. (2024) muestran la diversidad de aplicaciones y marcos de investigacién en inteligencia
artificial educativa, mientras que Bearman et al. (2023) advierten que los discursos sobre IA pueden oscilar entre
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expectativas de transformacion y perspectivas criticas. El reto consiste en pasar de demostraciones técnicas a
decisiones pedagdgicas justificadas, inclusivas y evaluables.

La revisidn revela una tension persistente entre la capacidad técnica de procesar informacién y la capacidad
pedagégica de mejorar el aprendizaje. Guzman-Valenzuela et al. (2021) cuestionan el predominio de las métricas
frente a la comprensidn de los procesos educativos; Drugova et al. (2024) muestran que la conexion entre analitica y
diseio de aprendizaje continla requiriendo evidencia robusta. Por ello, la evaluacién de un sistema deberia incorporar
resultados formativos y no limitarse a precision predictiva o aceptacion de usuarios.

Los modelos generativos amplian el repertorio de operaciones posibles, pero también elevan los requisitos de
validacién. Misiejuk et al. (2025) documentan aplicaciones heterogéneas de codificacidn y clasificacién, mientras que
Lo et al. (2024) muestran que la relacién entre ChatGPT y compromiso estudiantil puede incluir resultados positivos y
negativos. La integracion de |IA generativa exige contrastar sus explicaciones con datos originales y evitar automatizar
decisiones de alto impacto sin intervencidn responsable.

En términos institucionales, Marquez et al. (2024) identifican multiples condiciones que influyen en la adopcién de
analitica, incluidas dimensiones humanas y organizativas. Khalil et al. (2023) subrayan que la teoria del aprendizaje
debe orientar la construccién de indicadores; asimismo, Qian (2025) sitla la integracién de IA generativa dentro de
estrategias pedagdgicas explicitas. Estos aportes sugieren que la madurez institucional no puede medirse
exclusivamente por el nimero de herramientas implementadas.

Los desafios éticos atraviesan todo el ciclo de vida de los sistemas. Rets et al. (2023) insisten en procedimientos
concretos para usos predictivos responsables y Jin et al. (2024) muestran la necesidad de incorporar perspectivas
estudiantiles. Schwalbe y Finzel (2024) contribuyen con una taxonomia de explicabilidad util para analizar modelos,
pero una explicacién técnica solo adquiere sentido cuando se comunica de manera comprensible y puede ser discutida
por los actores afectados.

Entre las limitaciones de esta revisidn se encuentra su caracter narrativo, que no pretende exhaustividad ni permite
estimar tamafios de efecto. Las fuentes integradas presentan diferencias de enfoque, método y poblacidn, y muchas
revisiones secundarias pueden compartir estudios primarios. La literatura futura debera evaluar intervenciones
longitudinales, reportar resultados desagregados y examinar si los beneficios se distribuyen equitativamente entre
estudiantes con condiciones de acceso diversas.

Tabla 6. Sintesis critica de hallazgos

Eje Consenso identificado Vacio o desafio
L Posibilidad de detectar patrones de . .
Prediccién . P Evaluar efectos de intervenciones
riesgo
IA generativa Apoyo a sintesis y retroalimentaciéon  Validacion de exactitud y utilidad
- L . Importancia de indicadores Vincular métricas con aprendizaje
Disefio pedagdgico .
contextualizados real

Necesidad de privacidad y
transparencia
Nota. Sintesis interpretativa de la revisién narrativa; no representa una agregacion estadistica.

Gobernanza Auditorias y participacidon efectiva

El aprendizaje automatico y la inteligencia artificial generativa amplian las posibilidades de la analitica del aprendizaje
universitario, pero cumplen funciones distintas y complementarias. Los modelos predictivos permiten identificar
patrones de trayectoria, mientras que los sistemas generativos facilitan interpretar y comunicar informacién educativa
en formatos accesibles.

Las aplicaciones mas relevantes se relacionan con alertas tempranas, seguimiento de la participacion,
retroalimentacion contextualizada y apoyo al redisefio de experiencias formativas. Sin embargo, la utilidad de estas
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aplicaciones depende de la calidad de los datos, de su vinculacidon con objetivos curriculares y de la existencia de
intervenciones pedagdgicas posteriores.

La transparencia, la privacidad, la equidad y la autonomia estudiantil constituyen condiciones fundamentales de una
adopcion responsable. La supervisién humanay la posibilidad de revisar o cuestionar resultados automatizados deben
formar parte del disefio institucional desde el inicio.

Las universidades necesitan fortalecer capacidades técnicas y pedagdgicas de manera conjunta, establecer
mecanismos de gobernanza y evaluar las consecuencias reales de sus sistemas analiticos. La innovacion sostenible
requiere priorizar la comprensién del aprendizaje por encima de la acumulacién de indicadores.

Finalmente, se recomienda ampliar la investigacidn longitudinal y contextualizada, comparar intervenciones con
criterios de evaluacion consistentes y examinar sus impactos diferenciados. Solo asi sera posible determinar cuando la
convergencia entre aprendizaje automdtico e inteligencia artificial generativa produce mejoras educativas
demostrables.
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El presente estudio se llevd a cabo de conformidad con los principios éticos que rigen la investigacion con participantes
humanos. Antes de la recoleccién de los datos, el protocolo de investigacion fue revisado y aprobado por el comité de
ética institucional correspondiente. Todos los participantes fueron informados de manera clara sobre los objetivos del
estudio, los procedimientos, las posibles implicaciones y el caracter voluntario de su participacién, otorgando
posteriormente su consentimiento informado. Durante todo el proceso de investigacion se garantizd la
confidencialidad de la informacidn, el anonimato de los participantes y el uso exclusivo de los datos recopilados con
fines cientificos y académicos.

Los autores declaran que la herramienta de inteligencia artificial generativa ChatGPT fue utilizada exclusivamente para
la traduccidén al idioma inglés y la revisidn linglistica del manuscrito. Esta herramienta no contribuyé a la concepcion
del estudio, el disefio de la investigacidn, la recoleccion de datos, el andlisis estadistico, la interpretacidon de los
resultados ni a la elaboracién de las conclusiones. Los autores asumen la plena responsabilidad por la originalidad,
exactitud, integridad y validez cientifica del contenido presentado en este manuscrito.

La presente investigacién no recibid subvenciones, becas ni apoyo financiero especifico por parte de organismos
publicos, entidades comerciales u organizaciones sin fines de lucro.

Los autores declaran que no existen conflictos de intereses de caracter financiero, personal, profesional o institucional
qgue hayan podido influir en el desarrollo, los resultados o la publicacion de esta investigacion.
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